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ANOTĀCIJA
Arvien lielāku zinātnieku interesi iegūst kļūdas funkciju konstruēšana

dziļās mašīnmācīšanās uzdevumiem, jo empīriski iegūtās kļūdas funkcijas
ieguvušas labākus rezultātus nekā standarta kļūdas funkcijas, kas tika iegūtas
analītiski no matemātikas teorijas.

Šis darbs apraksta kļūdas funkciju un ar to saistītu metožu ietekmi uz
dziļo stimulēto mašīnmācīšanos un dziļo metriku mašīnmācīšanos. Jaunizvei-
dotā MDQN kļūdas funkcija pārspēja DDQN kļūdas funkciju PLE datorspē-
ļu vidēs, un jaunizveidotā eksponenciālās trijotnes kļūdas funkcija pārspēja
standarta trijotnes kļūdas funkciju sejas reidentifikācijas uzdevumā, izman-
tojot VGGFace2 datu kopu. Tā sasniedz 85,7% precizitāti, izmantojot nulles
šāviena metodi. Šajā darbā iekļauts arī jaunizveidots UNet-RNN-Skip mode-
lis, kas uzlabo veiktspēju vērtību funkcijai ceļu plānošanas uzdevumos. Tas
iegūst tādu pašu rezultātu, kā vērību iterāciju algoritms 99,8 % gadījumu,
un var tikt apmācīts uz 32x32 izmēra kartēm, bet lietots arī uz lielākām kar-
tēm, piemēram 256x256. Jaunizveidotās kļūdas funkcijas un metodes tiek
veiksmīgi lietotas vairākos komerciālos produktos sejas un balss reidentifikā-
cijā, audiosignāla attīrīšanā un hromatogrāfijā.
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SAĪSINĀJUMI
A3C — asinhronie aktiera — kritiķa aģenti (Asynchronous Actor-Critic
Agents)
ACER — aktiera — kritiķa aģenti ar pieredzes atmiņu (Actor—Critic with
Experience Replay)
AI — mākslīgais intelekts (Artificial Intelligence)
ASR — automātiskā runas atpazīšana (Automatic Speech Recognition)
ConvNet, CNN — konvolūciju neironu tīkli (Convolutional Neural Network)
CPU — centrālais procesors (Central Processing Unit)
DQN — dziļais Q tīkls (Deep Q-Network)
DDPG — dziļais deterministiskais politikas gradients (Deep Deterministic
Policy Gradient)
DDQN — dubultais dziļais Q tīkls (Double Deep Q-Network)
DNN — dziļais neironu tīkls (Deep Neural Network)
DML — dziļā metriku apmācība (Deep Metric Learning)
GPU — grafiskais procesors (Graphical Processing Unit)
GRU — periodiskā šūna ar vārtiem (Gated Recurrent Unit)
HPC — augstas veiktspējas skaitļošanas klasteris (High Performance Clus-
ter)
HPLC —augstas veiktspējas šķidrā hromatogrāfija (High Performance Liquid
Chromatography)
IMAPLA — svērta svarīguma aktiera — skolnieka arhitektūra (Importance
Weighted Actor-Learner Architecture)
LSTM — ilgtermiņa īstermiņa atmiņas šūna (Long Short-Term Memory)
MDQN — vairāku dziļo Q modeļu kļūdas funkcija (Multi Deep Q-Network)
MERLIN — atmiņas, stimulētās mašīnmācīšanās un secinājumu tīkls (Me-
mory, RL, and Inference Network)
ML — mašīnmācīšanās (Machine Learning)
PLE — PyGame apmācību vides (PyGame Learning Environment)
PPO — tuvinātā politikas optimizācija (Proximal Policy Optimization)
RL — stimulētā apmācība (Reinforcement Learning)
RNN — periodiskie neironu tīkli (Recurrent Neural Network)
ResNet — pārpalikuma konvolūciju neironu tīkli (Residual Convolutional Ne-
ural Network )
SLAM — vienlaicīga lokalizācija un kartēšana (Simultaneous Localization
and Mapping)
SLR — sistemātisks literatūras apskats (Systematic Literature Review)
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TD — atšķirība laikā (Temporal Difference)
UNet — U-formas konvolūciju neironu tīkli (U-haped Convolutional Neural
Network)
VI — vērtību iterāciju algoritms (Value Iteration Algorithm)
VIN — vērtību iterāciju tīkls (Value Iteration Network)
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1. VISPĀRĒJAIS DARBA APRAKSTS
1.1. Tēmas aktualitāte

Pēdējā desmitgadē dziļā mašīnmācīšanās ir pārspējusi klasiskās mašīn-
mācīšanās metodes, lai iegūtu tuvinātus risinājumus sarežģītām matemātis-
kām funkcijām daudzdimensiju datu kopām [115], [48], [118], [126]. Dziļās
mašīnmācīšanās modeļi nereti tiek izmantoti ar nepārraudzīto vai daļēji pār-
raudzīto apmācību, lai iegūtu matemātisku funkciju tuvinājumus, kas aprak-
sta sakarības datu kopā [69], [83], [19], [22]. Šādi modeļi tiek apmācīti, iz-
mantojot kļūdas funkcijas, lai iegūtu latentas reprezentācijas ievades datiem,
kas raksturo to īpašības, sakarības un loģiku. Pirms dziļās mašīnmācīšanās
datu īpašību inženierija un ekspertu sistēmas sakarību atpazīšanai bija sva-
rīgas pētījumu daļas, taču šodien kļūdas funkcijas un modeļu arhitektūras ir
kļuvušas par aktuāliem pētāmiem objektiem [57].

Ar dziļajām mašīnmācīšanās metodēm ir iespējams iegūt augstāku pre-
cizitāti attēlu klasifikācijas uzdevumos [107], [45], dabīgās valodas modelē-
šanas uzdevumos [10], [95], runas atpazīšanas uzdevumos [78], [85], laika
rindu uzdevumos [9], [72] un citos uzdevumos, kur ievades dati satur daudz
dimensiju.

Dziļās mašīnmācīšanās metodes sasniedz arī augstākos rezultātus sti-
mulētās mašīnmācīšanās uzdevumos datorspēļu vidēs un robotikā, kur va-
dības signālus senāk spēja dot tikai cilvēks [35], [103], [21], [76]. Modernās
dziļās mašīnmācīšanāš metodes lēmumu analīzei spēj nodrošināt klasiskajām
statistiskas metodēm līdzvērtīgu “caurspīdīgumu” [63], [93].

Promocijas darba mērķis ir izstrādāt jaunas kļūdas funkcijas, modeļus,
lai iegūtu tuvinājumus jau zināmām funkcijām, balstoties uz empīriskiem
pētījumiem. Vēsturiski lielākā daļa kļūdu funkciju ir iegūtas no statistikas,
informācijas vai varbūtību teorijām, bet salīdzinoši nesen empīriski atrastas
kļūdas funkcijas var tās aizstāt un iegūt labākus rezultātus [61], [89].

Lai sasniegtu mērķi, darbā tika pētītas vairākas aktuālas tēmas:

1. kļūdu funkciju formēšana dziļajā stimulētajā mašīnmācīšanā un dziļajā
metriku mašīnmācīšanā (kļūdas funkcijas dziļajā stimulētajā mašīnmā-
cīšanā tika pārbaudītas datorspēļu vidēs, lai ātrāk sasniegtu augstākus
rezultātus, kas tiek novērtēti ar skaitlisku balvas vērtību, un balvas
vērtība nereti tiek aprēķināta kā piešķirto punktu vērtība jeb rezultāta
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vērtība, bet kļūdas funkcijas dziļajā metriku mašīnmācīšanā tika pār-
baudītas sejas reidentifikācijas un balss reidentifikācijas uzdevumos);

2. modeļa arhitektūras un apmācību procesa izstrāde, lai tuvināti atrisinā-
tu vērtību funkciju un paātrinātu vērtību iterāciju algoritma darbību;

3. eksperimenāla analīze jaunajām kļūdas funkcijām un metodēm, izman-
tojot akadēmiskās, sintētiskās un privātās datu kopas un vides, lai pār-
baudītu to lietojumu praktiskos risinājumos.

Jaunās kļūdas funkcijas, kas tika izstrādātas šajā darbā, dziļajā metriku
mašīnmācīšanā sasniedz 85,7 % precizitāti seju reidentifikācijas uzdevumos,
savukārt standarta kļūdas funkcijas šājā pašā uzdevumā sasniedz 78,6 %
precizitāti. Šī precizitāte tika sasniegta, izmantojot nulles šāviena mašīnmā-
cīšanu [23], [116], kur sejas reidentifikācijas uzdevuma gadījumā tās sejas,
kas tika iekļautas apmācību datu kopā, netika iekļautas testēšanas datu ko-
pā, un tā vietā precizitāte tiek rēķināta, atrodot vislīdzīgākās sejas starp
reģistrācijas seju paraugiem un neklasificētiem testa seju paraugiem. Šīs pa-
šas kļūdas funkcijas tika lietotas arī balss reidentifikācijas uzdevumam, kur
tika sasniegta 88,4 % precizitāte uz privātas datu kopas, kas tiek izmanto-
ta komerciālā produktā. Arī jaunās kļūdas funkcijas, kas tika izstrādātas
dziļajai stimulētajā mašīnmācīšanā, sasniedza augstākus rezultātus PyGame
Learning Environment vidē. Šīs pašas kļūdas funkcijas ir veiksmīgi tikušas
lietotas arī komerciālā produktā analītiskajā organiskajā ķīmijā, lai veiktu
šķīdinātāja koncentrācijas gradienta optimizāciju, kas nepieciešama, lai at-
dalītu savienojumus paraugos. Visbeidzot, tika izstrādāti arī jauni dziļās
mašīnmācīšanās modeļi, lai uzlabotu veiktspēju jau labi zināmai vērtību fun-
kcijai, ko izmanto ceļu plānošanas uzdevumos mobilajiem robotiem. Jaunais
modelis ir spējīgs iegūt vērtību funkcijai tuvinātu rezultātu, izmantojot pa-
ralēlo skaitļošanu. Modelis iegūst vērtību karti vairākas reizes ātrāk par
standarta metodi, izmantojot vērību iterāciju algoritmu.
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1.2. Darba mērķis un uzdevumi
Promocijas darba mērķis ir uzlabot dziļās mašīnmācīšanās veiktspē-

ju un apmācību rezultātus dažādiem lietojumiem, izmantojot jaunizveidotās
kļūdas funkcijas un modeļu arhitektūras dziļo metriku mašīnmācīšanā un
stimulētajā mašīnmācīšanā.

Jaunizveidotajām kļūdas funkcijām, kas aprakstītas šajā darbā, jāspēj
ātrāk konverģēt apmācības laikā, jāiegūst labākus rezultātus praktiskiem lie-
tojumiem un jābūt lietojamām dažādos uzdevumos, sākot ar klasifikāciju
sejas reidentifikācijai, analītiskajai ķīmijai un arī aģentu vadībai dažādās sa-
režģītās vidēs, piemēram, 3D datorspēlēs.

Konverģence dziļajā mašīnmācīšanā tiek sasniegta, kad izpildās 1. vien-
ādojums, kur relatīvā starpība starp vidējo vērtību kļūdas funkcijai L, ņemot
vērā ievades datus x un patiesos datus y, pašreizējā epohā un iepriekšējā
epohā ir mazāka par �.

j L(f�(x); y)i

L(f�(x); y)i�1

j < � (1)

Atkarībā no datu kopas tīrības � var būt robežās no 0,1 — 0,001. Kļū-
das funkcijas vērtībām nepieciešams samazināties, balstoties uz datu kopu vai
apmācību vidi. Parasti kļūdas funkcijām ir globālais minimums ar vērtību
nulle, izņemot stimulētajā mašīnmācīšanā, kur nereti nav iespējams noteikt
patiesos stāvokļus, kas iegūst augstāko balvas vērtību vidē.

Uzdevumi, kas tika veikti promocijas darbā:

1. veikt literatūras analīzi eksistējošām kļūdas funkcijām, kas ir līdzīgas
DQN [68] un tripleta kļūdas funkcijām [23];

2. izstrādāt jaunas kļūdas funkcijas, kas ir līdzīgas DQN un tripleta kļū-
das funkcijām, izmantojot uz nulles šāviena apmācību;

3. izveidot jaunu modeli, lai iemācītos tuvināt vērtības funkciju, kas tiek
izmantota vērtību iterāciju (VI) algoritmā [88];

4. analizēt rezultātus jaunizveidotajai DQN funkcijai dažādās datorspēļu
vidēs un analītiskās ķīmijas uzdevumos;

5. analizēt rezultātus jaunizveidotās tripleta kļūdas funkcijas sejas reiden-
tifikācijas uzdevumu veikšanā;
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6. analizēt rezultātus jaunizveidotajam modelim, lai iegūtu vērtību fun-
kcijas tuvinājumu, un salīdzināt tos ar pilnā vērtību iterāciju algoritma
rezultātiem;

7. publicēt pētījumu rezultātus zinātniskās publikācijās un pievienot tās
promocijas darbam.

1.3. Aizstāvamās tēzes
Promocijas darbā aizstāvamās tēzes:

1. jaunizveidotā MDQN kļūdas funkcija Q vērtību stimulētās mašīnmācī-
šanās uzdevumos pārspēj DQN kļūdas funkcijas;

2. jaunizveidotā eksponenciālā tripletu kļūdas funkcija dziļo metriku ap-
mācības uzdevumos pārspēj klasisko tripletu kļūdas funkciju;

3. jaunizveidotais UNet-RNN-Skip modelis uzlabo vērtību funkcijas veikt-
spēju, izmantojot to, lai atrisinātu vērtību iterācijas algoritma uzdevu-
mu;

4. jaunizveidotās MDQN un tripletu kļūdas funkcijas var izmantot prak-
tiskos risinājumos seju reidentifikācijai, runātāju reidentifikācijai, au-
dio trokšņu noņemšanai un hromatogrāfijas uzdevumiem analītiskajā
ķīmijā.

1.4. Pētījuma metodika
Promocijas darba mērķi mērķi tika sasniegti, izmantojot analītiskos un

eksperimentālos pētījumus, kas publicēti zinātniskās publikācijās (1.6. noda-
ļa).

Promocijas darbā aprakstītajos pētījumos izmantotas eksperimentālās
un analītiskās pētījumu metodes.

Kvantitatīvās un kvalitatīvās pētījumu metodes izmantotas, lai anali-
zētu zinātnisko literatūru, jau eksistējošas un arī jaunas metodes.

Pētījumos primāri izveidotas jaunas kļūdas funkcijas un metodes, lai
uzlabotu DML (Deep Metric Learning) un RL (Reinforcement Learning) mo-
deļu veiktspēju un rezultātus.

Jaunizveidoto kļūdas funkciju izstrādes process shematiski parādīts 1. at-
tēlā.
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1. att. Vienkāršota darbību shēma jaunu kļūdas funkciju izveidei dziļajā ma-
šīnmācīšanā.

Funkciju izveides process sākas ar problēmsfēras (A) izvēli, kas ir at-
bilstoša dziļajai mašīnmācīšanai. Šajā darbā problēmsfēras ietver DML bal-
stītus latentos vektorus sejas un balss reidentifikācijas uzdevumiem; RL, iz-
mantojot Q vērtību funkcijas aģentu politikas apmācībai datorspēļu vidēs;
hromatogrāfijas šķīdinātāju gradientu atrašana, lai labāk sadalītu parauga
vielas pa sastāvdaļām analītiskajā ķīmijā, izmantojot RL.

Pēc tam nepieciešams atrast piemērotas datu kopas vai testēšanas vides
(B). Šajā pētījumā tika izmantotas seju reidentifikācijas un attēlu klasifikā-
cijas datu kopas un arī datorspēļu vides RL aģentu testēšanai.

Tad, izmantojot zinātnisko literatūru un jaunākās publikācijas, tika
analizētas jau eksistējošas kļūdas funkcijas (C). Tālāk šīs funkcijas tika reali-
zētas dziļās mašīnmācīšanās satvarā PyTorch [79] un tika pētītas to īpašības,
ņemot vērā to parametrus.

Jau esošās kļūdas funkcijas tika testētas uz izvēlētajām datu kopām vai
vidēm, pārmeklējot labākās hiperparameteru kombinācijas (D). Hiperpara-
metri šajā gadījumā ir modeļa parametri, ko modelis apmācības laikā pats
nemācās. Katrs apmācību mēģinājums tiek izpildīts, līdz tas sasniedz kļū-
das konverģenci pret apmācību un testēšanas kļūdas funkciju skaitliskajām
vērtībām. Konverģence dziļajā mašīnmācīšanā tiek sasniegta, kad kļūdas
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funkcijas skaitliskā vērtība starp epohām vairs ievērojami nemainās. Gan
apmācību, gan testēšanas kļūdas funkcijas rezultāta izmaiņa, piemēram, pa-
liek zem 0,1 % robežām, kā arī testēšanas kļūdas funckijas rezultāts nedrīkst
sākt pieaugt. Ja testēšanas kļūdas funkcijas rezultāts sāk pieaugt, tad tas
var nozīmēt, ka ir notikusi pārapmācīšanās. Epoha dziļajā mašīnmācīšanā ir
viena iterācijā, kuras laikā tiek apmācīti modeļa parametri ar kļūdas funkci-
ju, izmantojot visus apmācību un testēšanas datu paraugus. Katrai kļūdas
funkcijai ir nepieciešams veikt pilnās pārlases pārmeklēšanu hiperparamet-
riem, jo vieni un tie paši hiperparametri dažādu formu kļūdas funkcijām
neiegūs labākos rezultātus vienlīdzīgi. Bez hiperparametru pārmeklēšanas
salīdzināšanas process nebūtu objektīvs.

Pēc tam notiek radošais process, izstrādājot jaunu kļūdas funkciju, ku-
ra laikā tiek ņemta vērā matemātikas teorija un citu funkciju īpašības. Tiek
analizētas funkciju formas un vēlamās īpašības, balstoties uz ievades para-
metriem un kļūdas gradientiem. Šo procesu var arī automatizēt, izmantojot
funkciju konstruēšanas algoritmus un optimizācijas metodes, piemēram, Bei-
jesa optimizāciju, Monte-Carlo optimizāciju vai ģenētisko algoritmu optimi-
zāciju. Praksē kļūdas funkciju atrašana, izmantojot optimizācijas metodes,
ir nepraktiska, jo hiperparametru pilnās pārlases pārmeklēšana katrai kļū-
das funkcijai prasa ļoti daudz laika, taču šādā gadījumā būtu nepieciešams
pārmeklēt hiperparametrus arī pašai funkciju konstruēšanas metodei. Hi-
perparameteru pārmeklēšana tika veikta uz RTU HPC (High-Performance
Cluster), kur tā prasīja vairākas nedēļas un pat mēnešus katrai datu kopai,
kļūdas funkcijai, apmācību metodei un modeļa arhitektūrai.

Pēc tam, kā jau minēts, tika veikta hiperparametru pārmeklēšana (F)
jaunajai kļūdas funkcijai tādā pašā veidā, kā jau eksistējošām kļūdas funkci-
jām. Ja jaunā kļūdas funkcija ieguva labākus rezultātus nekā eksistējošās
kļūdas funkcijas, tad rezultāti tika publicēti zinātniskajā literatūrā (G), ta-
ču, ja jaunā kļūdas funkcija nebija labāka, tad bija nepieciešams atgriezties
kļūdas funkcijas izstrādes fāzē (E).

Katrai jaunajai kļūdas funkcijas izpētei tika izmantota šāda metodolo-
ģija:

1. Līdzīgu kļūdu funkciju, modeļu un apmācību procedūru analīze.

2. Implementācija un testēšana jaunām kandidātu kļūdas funkcijām, mo-
deļiem vai apmācību procedūrām.

3. Jauno un jau esošo kļūdas funkciju, modeļu vai apmācību procedūru
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testēšana uz atskaites datu kopām vai vidēm RL gadījumā. Katrai
datu kopai vai videi tika veikta pilnās pārlases hiperparametru pār-
meklēšana.

4. Jauno kļūdas funkciju, modeļu vai apmācību procedūru daļu ietekmes
analīze.

RL kļūdas funkcijām tika veikts apskats ar visām mūsdienīgajām kļūdas
funkcijām [109]. DQN (Deep Q-Network) tipa kļūdas funcijas tika testētas
vismaz četrās dažādās PLE (PyGame Learning Environment) datorspēļu vi-
dēs [104], kā arī tika testētas hromatogrāfijas uzdevumam analītiskajā ķīmijā
[24].

Vēlāk arī jauna eksponenciālā trijotnes kļūdas funkcija [110] tika izstrā-
dāta un testēta nulles šāviena reidentifikācijas uzdevumiem, izmantojot datu
kopas, piemēram, VGGFace2 [13], EMNIST [15] un CIFAR10 [47]. Datu ko-
pas tika pārkārtotas tā, lai klases, kas ir iekļautas testa sadalījumā, netiktu
iekļautas arī apmācību sadalījumā, lai panāktu, ka šie modeļi strādā ar nulles
šāviena metodoloģiju [71].

Visbeidzot, VI (vērtību iterācijas) funkcijas modelis tika izveidots, iz-
mantojot UNet-RNN-Skip [111] modeli. Tas tika salīdzināts ar dažādiem
citiem modeļiem, piemēram, UNet [87] modeļu varianti, lai uzlabotu VI al-
goritma veiktspēju. Tika radīta arī jauna sintētiska datu kopa, lai pārbau-
dītu VI darbību ceļu atrašanai kartē mobilajiem robotiem, un tā var tikt
izmantota arī citiem RL tipa modeļu uzdevumiem.

Jaunradītās implementācijas ir publiski pieejamas tīmeklī atvērtā ti-
pa programmatūras formātā. To saites ir iekļautas publikācijās. Tās ti-
ka implementētas, izmantojot PyTorch matemātiskās progamatūras satvaru
[79].PyTorch tika izvēlēts, jo tas spēj veidot dinamisku funkciju grafu, ko var
mainīt apmācību laikā, kā arī ir iespējams ērti atkļūdot un mainīt funkciju
gradientus. Katrai no metodēm un kļūdas funkcijām tika veikta hiperpara-
metru pārmeklēšana, izmantojot augstas veiktspējas datorus ar NvidiaV100
video kartēm RTU HPC (High Performance Cluster).
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1.5. Zinātniskā novitāte un autora ieguldījums
Promocijas darbā iekļautas šādas jaunas kļūdas funkcijas: MDQN kļū-

das funkcija, ko izmanto RL un kas detalizēti aprakstīta 3.3. nodaļā; ek-
sponenciālā trijotnes kļūdas funkcija, ko izmanto DML, un tā detalizēti ap-
rakstīta 4.3. nodaļā. Vēl tika radītas jaunas latento vektoru normalizācijas
funkcijas Unit-Range un Unit-Bounce, kas arī aprakstītas 4.3. nodaļā. Līdzī-
gi tika radīts jauns UNet-RNN-Skip modelis, lai uzlabotu vērtību funkcijas
veiktspēju, lai izvēlētos aģenta politiku 2D vidē mobilā robota ceļu plāno-
šanai, un tas aprakstīts 2.4. nodaļā. Visbeidzot tika radīts jauns sintētiskas
datu kopas ģenerators OccupancyMapGenerator un iepriekš sagatavota datu
kopa, lai testētu UNet-RNN-Skip modeli, un tas tika aprakstīts 2.4. nodaļā.

Promocijas darba autors ir norādīts kā pirmais autors visās publikāci-
jās, kas pievienotas promocijas darba pielikumā, izņemot publikācijā analī-
tiskajā ķīmijā [24], kur promocijas darba autors bija galvenais autors saistībā
ar RL metodoloģiju uzdevuma risināšanu, izmantojot dziļo mašīnmācīšanos,
savukārt pārējie autori veica pētījumu saistībā ar analītisko ķīmiju.

Zinātniskie darbi, kas pievienoti promocijas arbam, publicēti trīs zi-
nātniskajās konferencēs un vienā zinātniskajā monogrāfijā. Darbi ir ieguvuši
vairākus apbalvojumus:

1. labākais pētījums konferencē ICCDA 2020 (ASV);

2. treša vieta doktorantu pētījumu konkursā ResearchSlam 2018 (Latvi-
ja).
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1.6. Darba struktūra un apjoms
Promocijas darbā kopsavilkumā ir 76. lapas. Tas ir iedalīts septiņās

galvenajās nodaļās un veidots kā publikāciju kopa ar paplašinātiem skaidro-
jumiem, jo lielākā daļa pētījumu ir publicēti zinātniskajās konferencēs, kur
ir ierobežots pieļaujamo lapu skaits vienam darbam.

Promocijas darba kopsavilkuma struktūra izklāstīta tekstā tālāk.

1. nodaļa. Ievads, pētījumu pamatojums, pētījumu aktualitāte un pētījumu mēr-
ķi.

2. nodaļa. apraksta VI algoritma problemātiku, dod teorētisku ievadu esošajās
dziļās mašīnmācīšanās modeļu pieejām, piemēram, ConvNet, UNet,
RNN un arī apraksta jaunizveidoto UNet-RNN-Skip modeli. UNet-
RNN-Skip tika apmācīts, lai atdarinātu vērtības funkciju un sama-
zinātu iterāciju skaitu, lai iegūtu optimālu politiku. Jaunizveidotais
modelis tika izmantots, lai iemācītos jau eksistējošu neparalelizējamu
funkciju tā, lai tā strādātu ātrāk un būtu paralelizējama.

3. nodaļa. apraksta Q vērtības funkcijā balstītu RL kļūdas funkcijas un metodes,
testa vides un pieejas rezultātu analīzei, kā arī jaunizveidoto MDQL
kļūdas funkciju, kas tika testēta un analizēta PLE vidēs un hromatog-
rāfijā analītiskās ķīmijas uzdevumā.

4. nodaļa. skaidro dziļo metriku apmācību, izmantojot nulles šāviena modeļus,
kas spēj iegūt latenta vektorus, kas satur semantisko informāciju par
ievades datiem. Šie modeļi tika apmācīti ar trijotnes kļūdas funkciju un
jaunizveidoto eksponenciālo trijotnes kļūdas funkciju. Tās tika testētas
uz vairākām datu kopām reidentifikācijas uzdevuma veikšanai.

5. nodaļa. apraksta eksperimentālos rezultātus jaunizveidotajām kļūdas funkci-
jām un modeļiem, kas aprakstīti iepriekšējās nodaļās, kā arī apraksta
praktiskos lietojumus šīm kļūdas funkcijām un modeļiem.

6. nodaļa. apraksta tālāko pētījumu tēmas, kas tika atrastas, pētot jaunās kļūdas
funkcijas un modeļus.

7. nodaļa. apraksta galvenos secinājumus un zinātnisko pienesumu pētījumiem,
kas aprakstīti šajā promocijas darbā.
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Pilnajā promocijas darbā papildus DQN apskatam iekļauts arī zināt-
niskās literatūras apskats, kurā analīzētas plašāk izmantotākās DML kļūdas
funkcijas. Pilnajā darbā ir iekļauti pielikumi ar zinātniskajām publikācijām,
uz kurām ir balstīts šis darbs. Sasaiste starp promocijas darba mērķiem,
tēmām un publikācijām redzama 2. attēlā.

2. att. Darba struktūra un publikāciju saistība ar pētāmajām tēmām un
uzdevumiem. Pielikumi pieejami promocijas darba pilnā tekstā angļu valodā.
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Publikācijas, kas iekļautas promocijas darbā, un to galvenie jaunieve-
dumi ir aprakstīti tālāk tekstā.

1. “Value Iteration Solver Networks”, International Conferen-
ce on Intelligent Autonomous Systems, 2020, IEEE, Evalds
Urtans, Valters Vecins. Tika izveidots jauns UNet-RNN-Skip mo-
delis, lai uzlabotu VI algoritma veiktspēju, kā arī tika radīts Occu-
pancyMapGenerator sintētiskas datu kopas ģenerators, lai testētu kar-
šu plānotāju modeļus.

2. “Software-Assisted Method Development in High Performan-
ce Liquid Chromatography”; ISBN: 978-1-78634-545-5, Sep.
2018, Sergey V. Galushko, Irina Shishkina, Evalds Urtans,
Oksana Rotkaja. Tika izveidots jauns RL balstīts modelis, lai secīgi
atrastu labākos šķīdinātāju gradientus priekš HPLC.

3. “Survey of Deep Q-Network variants in PyGame Learning
Environment”, International Conference on Deep Learning
technologies, 2018, ACM, Evalds Urtans, Agris Nikitenko Ti-
ka izveidota jauna RL apmācīšanas metode un jauna MDQN kļūdas
funkcija.

4. “Exponential Triplet Loss”, International Conference on Compu-
te and Data Analysis, 2020, IEEE/ACM, Evalds Urtans, Val-
ters Vecins, Agris Nikitenko Tika izveidota jauna dziļo metriku
apmācības kļūdas funkcija ar nosaukumu eksponenciālā trijotnes kļū-
das funkcija.

5. ”asya: Mindful verbal communication using deep learning”,
Cornell University, Computing Research Repository, 2020,
Evalds Urtans, Austris Tabaks Tika izveidota jauna sistēma, iz-
mantojot eksponenciālo trijotnes kļūdas funkciju, lai veiktu balss rei-
dentifikācijas uzdevumu.
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2. FUNKCIJU VEIKTSPĒJAS UZLABOŠA-
NA DZIĻĀ MAŠĪNMĀCĪŠANĀ
Šī nodaļa iepazīstina ar jaunu dziļās mašīnmācīšanās paņēmienu, lai

optimizētu klasiskās funkcijas veiktspēju, kas jau ir daudz pētīta un tiek plaši
izmantota, bet ir ļoti lēna. Tika pētīta vērtību funkcija, ko izmanto vērtību
iterāciju (VI) algoritms. Tā paredzēta, lai atrastu īsāko ceļu aizņemtības
režģa kartēs no jebkuras pozīcijas tajā līdz mērķa pozīcijai.

Tās veiktspēja sarūk eksponenciāli, palielinot kartes izmēru, kā arī tā
nav izpildāma paralēli. Savukārt jaunais iteratīvais modelis, kas tiek pie-
dāvāts šajā darbā, var iegūt līdzvērtīgus rezultātus kā VI algoritms daudz
ātrāk, jo to var izpildīt paralēli. Ievērojami labākus rezultātus var iegūt,
izmantojot lielāka izmēra kartes.

Vērtību funkcijas un vērtību iterācijas algoritma problēmsfēra ir ap-
rakstīta 2.1. nodaļā. Dziļās mašīnmācīšanās metodes, ko var izmantot, lai
modelētu vērtību funkciju, ir aprakstītas 2.2. un 2.3. nodaļā. Visbeidzot,
jaunizveidotā metode ir aprakstīta 2.4. nodaļā, tās rezultāti — 5.1. nodaļā.

2.1. Vērtību iterāciju algoritms
Vērtību iterāciju algoritms (VI) tiek lietots klasiskās stimulētās mašīn-

mācīšanās uzdevumos, lai atrastu optimālu politiku vidē, kuras stāvokļi ir
pilnībā novērojami. Tas var ņemt vērā arī stāvokļu pārejas modeli, kur šīs
pārejas var būt nedroši nosakāmas [88]. VI nereti tiek izmantots, lai atrastu
optimālu ceļu kartēs ar diskrētiem stāvokļiem. Ceļu meklēšanas uzdevumā
tiek formalizēta un diskretizēta dabiska vide un tās šķēršļi. Nereti šos datus
iegūst no sensoriem, kas ir uzstādīti uz mobilas robota platformas. Senso-
ri parasti var būt LIDAR sensori attāluma noteikšanai, izmantojot gaismu,
ultraskaņas attāluma sensori, IMU akselometra un žiroskopa sensori pār-
vietojuma noteikšanai, magnetometrs, GPS u. c. sensori. Diskretizācija
kartēm parasti tiek veikta, izmantojot aizņemtības režģa reprezentāciju. VI
ir iteratīvs algoritms, kas atkārtoti lieto vērtību funkciju 3. vienādojumā vi-
sām pozīcijām kartē, lai atrastu kumulatīvo pozīcijas vērtību, kā parādīts
3. attēlā.

Tālāk, vērtību gradients starp šīm pozīcijām norāda uz optimālo ceļu
un stāvokļu pāreju politiku. Optimāla ceļa politika nodrošina, ka aģents var
atrast ceļu no jebkura stāvokļa diskretizētā kartē līdz pozitīvam terminālajam
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stāvoklim. Katram stāvoklis s tiek aprakstīts ar režģa pozīcijām. Katrā
stāvoklī ir iespējams veikt darbības a, piemēram, pārvietoties augšup, lejup,
pa kreisi, pa labi vai palikt nekustīgam iepriekšējā stāvoklī. Atkarībā no
vides darbības var būt vairāk vai citādas.

Darbība a ir jāizvēlas tā, lai maksimizētu summēto balvas vērtību šai
darbībai Ra. Pēc tam tā tiek reizināta ar pārvietojuma modeļa varbūtību Pa

un tiek pieskaitītas blakus esošo stāvokļu vērtības V (s0), kas tiek reizinātas
ar atlaides koeficientu , kā parādīts 3. vienādojumā.

Vērtību funkcija tiek izsaukta iteratīvi visām kartes pozīcijām līdz vēr-
tības konverģē starp iterācijām. Iterāciju skaits pieaug eksponenciāli, palie-
linoties kartes izmēram. Konverģence VI algoritmam notiek, kad izpildās
2. vienādojums, kur � ir vidējā skaitliskā starpība starp iterācijām, kurai var
būt robežas no 0,1 — 0,001 atkarībā no vides, stāvokļu novērojumu tīrības
un pieļaujamās kļūdas.

j V (s)i

V (s)i�1

j < � (2)

Vi+1(s) := max
a
f
X

s0

Pa(s;s0)(Ra(s;s0) + Vi(s
0))g (3)
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3. att. Secīgu VI algoritma iterāciju vizualizācija. Iterācijas ir attēlotas se-
cīgi, sākot no augšējā kreisā stūra līdz augšējam labajam stūrim, tad no
apakšējā kreisā stūra līdz apakšējam labajam stūrim. Kad ir sasniegta kon-
verģence, tiek iegūta optimāla politika tā, lai no katra stāvokļa kartē var iegūt
augstāko kumulatīvo balvas vērtību, nonākot pozitīvā terminālajā stāvoklī.
Zaļā krāsā ir augstākās pozīciju vērtības (tuvāk pozitīvajam terminālajam
stāvoklim), sarkanā krāsā zemāko vērtību pozīcijas.

Pamatojums tam, lai modelētu vērtību funkciju, izmantojot dziļo ma-
šīnmācīšanos, ir tajā, ka šādi ir iespējams paātrināt šo algoritmu, to para-
lēlizējot un samazinot tā secīgo operāciju skaitu (1. tabula). Eksistē arī citi
populāri algoritmi, kas lieto heiristikas, lai samazinātu secīgo operāciju skai-
tu, piemēram, Dijkstra vai A* algoritmi [88], bet, tos lietojot, samazinās arī
rezultāta precizitāte.

1. tabula.

Jaunās VI funkcijas modeļa VSIN (Value Itereation Solver Network)
salīdzinājums ar klasiskajām funkcijām.

Metode Sarežģītība Kvalitāte
VI (vērtību funkcija) O(m � n2) Optimāla
Dijkstra O(n2) Laba
A* O(h � n) Vidēja
VISN (jaunievestā metode) O(h � n) Laba
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2.2. ConvNet un UNet modeļi
Lai palielinātu VI algoritma veiktspēju, šī funkcija var tikt modelēta,

izmantojot ConvNet (konvolūciju tīkla) modeli [56], [48], [97], [102], [31],
[38], kas tiek apmācīts, lai prognozētu skaitliskās vērtības V (s) funkcijai.
Pats modelis var tik apmācīts vērtību funkcijas rezultāta tuvinājuma aprē-
ķināšanai. ConvNet modelis strādā kā filtrs visai aizņemtības režģa kartei
un prognozē skaitliskās vērtības VI algoritma rezultātiem bez vajadzības
pēc iteratīva procesa. ConvNet modeļi var tikt paralelizēti uz mūsdienīgiem
GPU, lietojot dziļās mašīnmācīšanās satvarus. Šajā pētījumā tika izmanto-
ti ResNet [31] un DenseNet [38] tipa ConvNet modeļi kā iezīmju kodētāji
vērību funkcijai. ResNet un DenseNet modeļi, kas tika izmantoti kā iekodē-
tāji, shematiski redzami 4. attēlā. Modeļa iezīmju kodētāks kondensē augstu
dimensiju ievades datus uz zemu dimensiju latentajiem vektoriem, ko tālāk
var izmantot dziļākās modeļa daļās. Šajā pētījumā kā dekodera modelis tika
izmantotas transponētas konvolūciju funkcijas [74]. Dekodera daļa no mode-
ļa daļa rekonstruē zemu dimensiju latentos vektorus par augstas dimensijas
rezultātiem, kuri tiek uzklāti kā filtrs ievades datiem. Uzklāšana var notikt,
izmantojot vienkāršu aritmētisku saskaitīšanu, reizināšanu vai aizvietošanu.
Autokodētaja modelis, kas satur dekoderu redzams 5. attēlā.
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4. att. Iekodētāju modeļu salīdzinājums (ResNet — kreisajā pusē, DenseNet
— labajā pusē). Plus zīme norāda uz aritmētisko saskaitīšanas operāciju.
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5. att. Autokodētāja modeļa piemērs. Funkciju grafa vidū (neobligāti) var
tikt ievietota lineārās transformācijas funkcija FC (Fully Connected), ja mo-
delim ir pieļaujami fiksēta izmēra ievades un izvades dati.

VI algoritma darbība ir līdzīga daudzkārtējam filtrēšanas uzdevumam,
jo pati ievades datu struktūra netiek izmainīta, bet katrā iterācijā tiek pa-
mainītas tikai nelielas detaļas.

Filtrēšanas un stila pārneses un pat segmentēšanas uzdevumiem nereti
tiek izmantots UNet tipa modelis [87], jo tas satur lēcienu savienojumus starp
funkcijām, kas uztur detalizējumu oriģinālajiem datiem dažādas iekodētāja
dimensijās atkarībā no modeļa dziļuma. Šajā pētījumā UNet modeļi tika
trenēti, lai iegūtu VI algoritma rezultātus ar vairākām iterācijām, kā arī
vienā piegājienā.
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6. att. UNet modeļa piemērs, kurā redzams, kā tajā tiek izmantoti lēciena
savienojumi, kur datu īpašības tiek pieskatītas no iekodētāja puses uz deko-
dētāja pusi funkciju grafā.

Oriģinālais UNet modelis (6. attēls) satur funkciju grafu, tā vienādoju-
mi doti zemāk 4. vienādojumā. Vienādojumos ievades dati x tiek padoti caur
vairākām iekodētāja funkcijām, kur Conv funkcija ir lineāra 2D konvolūciju
funkcija ar kodola izmēru 3x3, soli 1 un aplodu 1, un kuras rezultāts būs tāda
paša izmēra kā ievades dati. Šī funkcija nemaina aizņemtības režģa izmērus.
Savukārt DeConv ir transponēta 2D konvolūciju funkcija kodola izmēru 4x4,
soli 2 un aplodu 1, kas dos divas reizes lielāku izvades karti nekā ievades datu
karti. Līdzīgi arī MaxPool funkcijas rezultāts ar šiem pašiem parametriem
dos divas reizes mazāku izvades karti nekā ievades karti, tikai katrā no ko-
dola apgabaliem tiks izvēlēta maksimālā vērtība no vienas no režģa šūnām.
Lēciena savienojumi (10. un 13. vienādojums) izmanto apvienošanas operā-
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ciju, savukārt segmentācijas uzdevumiem bieži tiek lietota arī saskaitīšanas
operācija, kā tas ir ResNet modeļos [102]. Gala rezultāta skaitliskās vērtības
y tiek ierobežots ar sigmoida funkciju �, kur katra vērtība tiek mērogota pret
minimālo maksimālo kumulatīvo balvas vērtību kartē.

o1 = ReLU(Conv(x)) (4)
o2 = MaxPool(o1) (5)

o3 = ReLU(Conv(o2)) (6)
o4 = MaxPool(o3) (7)

o5 = ReLU(Conv(o4)) (8)
o6 = DeConv(o5) (9)

o7 = (o6; o3) (10)
o8 = Dropout(ReLU(Conv(o7))) (11)

o9 = DeConv(o8) (12)
o10 = (o9; o1) (13)

o11 = ReLU(Conv(o10)) (14)
y = �(o11) (15)

2.3. RNN modeļi
Lai modelētu iteratīvus procesus un laika rindu tipa datus, nereti tiek

izmantoti RNN (rekurento neironu tīklu) modeļi. VI algoritma gadījumā
šie modeļi tiek lietoti, lai samazinātu filtra uzdevuma sarežģītību, kad ir ne-
pieciešams ar vienu ConvNet iterāciju prognozēt V (s) vērtības, neko nezinot
par iepriekšējām vērtībām. Ar RNN tipa modeli vērtības tiek prognozētas
secīgi ar iteratīviem soļiem līdzīgi tam, kā to dara VI algoritms, bet RNN
modelis nodrošina konverģenci ar daudz mazāku iterāciju skaitu.

Šajā pētījumā tika izmantoti populāri RNN modeļi, kā LSTM (ilgter-
miņa — īstermiņa atmiņas šūna) [36] un GRU (rekurentā šūna ar vārtiem)
[28].

Lai uzlabotu veiktspēju un konverģences ātrumu, tika lietotas para-
metru inicializācijas stratēģijas. Piemēram, nobīdes parametri aizmiršanas
vārtiem LSTM modelī tika inicializēti ar skaitlisko vērtību 1, lai mazāk in-
formācijas tiktu aizmirstas apmācību sākumā. Līdzīgi arī parametru nobīdes
vektori GRU modelim tika inicializēti ar skaitlisko vērtību -1, lai panāktu to
pašu efektu [41], [54], [25], [106].
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7. att. LSTM modeļa funkciju grafs.

LSTM modeļa grafs ir redzams 16. vienādojumā un shematiski parādīts
7. attēlā. Apmācāmie svari un nobīdes ir apzīmēti ar W , U un b, sigmoida
funkcijā � balstītie vārti ir ft aizmiršanas vārti, it ievades vārti un ot datu
izvades vārti. Iekšējā stāvokļa vektors, kas nav apmācāms ir ct un neap-
mācāms slēptā stāvokļa vektors ht, kuri apmācību sākumā tiek uzstādīti ar
nulles skaitliskām vērtībām, bet ar katru sekvences laika soļi jeb iterāciju
tiek izmainīti ar informāciju no iepriekšējiem laika soļiem. Katrā laika so-
lī LSTM modeļa rezultāti sakrīt ar pašreizējo ht vērtību. Pēc jaunākajiem
pētījumiem bf jāinicializē ar vērtību bf = 1 [106], tāpat jāpievieno RNN caur-
krišana (Dropout) vai ZoneOut regularizācija added [49], [94], h0 un c0 var
tikt apmācīti arī jau no pirmās iterācijas [75]. Slāņa Normalizācijas funkcija
jālieto pēc katras lineārās transformācijas LSTM modelī [3], un, visbeidzot,
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jāpievieno lēciena savienojumi starp LSTM modeļu slāņiem, tos summējot
ht =

Players
k=i hk

t līdzīgā veidā kā to dara ResNet modelī, lai vienmērīgi izpla-
tītos kļūdas gradients dziļos mākslīgos neironu tīklos [102], [38], [106].

ft = �g(Wfxt + Ufht�1 + bf ) (16)
it = �g(Wixt + Uiht�1 + bi) (17)
ot = �g(Woxt + Uoht�1 + bo) (18)
~ct = �h(Wcxt + Ucht�1 + bc) (19)
ct = ft � ct�1 + it � ~ct (20)
ht = ot � �h(ct) (21)

GRU modelis, kā redzams 22. vienādojumā un 8. attēlā ir LSTM mo-
deļa vienkāršots variants ar mazāk apmācāmiem parametriem. Tas satur
tikai zt atjaunināšanas vārtus un rt atgriezšanas vārtus. Tāpat tas lieto ne
tikai sigmoida funkcijas, bet arī tanh funkcijas � līdzīgi kā tradicionālie vien-
kāršie RNN. Lai iegūtu augstāko veiktspēju ar šiem modeļiem, nepieciešams
lietot visas tās pašas izmaiņas, kādas aprakstītas saistībā ar LSTM mode-
ļiem augstāk, izņemot to, ka rt vārtu nobīdi jāinicializē ar skaitlisko vērtību
br = �1 [106].

zt = �g(Wzxt + Uzht�1 + bz) (22)
rt = �g(Wrxt + Urht�1 + br) (23)
ĥt = �h(Whxt + Uh(rt � ht�1) + bh) (24)
ht = (1� zt)� ht�1 + zt � ĥt (25)
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8. att. GRU modeļa funkciju grafs.

2.4. UNet-RNN-Skip modelis
Daļu promocijas darba veido jaunizveidotais modelis, kas apvieno UNet

un RNN modeļus vienā. Jaunajam modelis UNet-RNN-Skip ir vairākas tādu
modeļu īpašības, ko izmanto citām vajadzībām, lai nodrošinātu jaunā mode-
ļa spēju sasniegt ātrāku konverģenci VI algoritma rezultāta iegūšanai. Tas
satur UNet, LSTM un lēciena savienojumus līdzīgi kā ResNet, taču tie tiek
izmantoti laika rindu un segmentācijas uzdevumiem.

UNet-RNN-Skipmodelis tika radīts, lai iegūtu tuvinātas skaitliskās vēr-
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tības funkcijai, ko izmanto VI algoritmā, bet tā, lai to varētu izpildīt paralēli
pilnīgi visām aizņemtības režģa šūnām. Savukārt VI algoritmam nepiecie-
šams šīs vērtības aprēķināt secīgos soļos, apskatot katru šūnu aizņemtības
režģī. Jaunais modelis tika radīts arī tāpēc, lai aprēķinātu ar vienu iterāciju
tuvinātu skaitlisko vērtību, ko VI algoritms aprēķina ar vairākām iterācijām.

Vēl viens UNet-RNN-Skip modeļa ieguvums ir tas, ka to var apmācīt
uz daudz mazāka izmēra kartēm, piemēram, 32x32, un vēlāk produkcijā to
var izmantot uz lielām kartēm, piemēram, 256x256 bez nepieciešamības to
apmācīt papildus, jo modelis ir iemācījies vērtību funkciju, nevis sakarības
pašā kartē.

Visas kartes tika ģenerētas, izmantojot jaunu OccupancyMapGenerator
algoritmu, kas arī bija daļa no šī pētījuma un ir aprakstīts 5.1. nodaļā. Turpat
aprakstīti arī eksperimentālie rezultāti un modeļa īpašības.

UNet-RNN-Skip modelī svarīga detaļa ir LSTM novietojums “U for-
mas” pašā apakšā funkciju grafā, bet tajā pašā laikā modelis izmanto arī
UNet lēciena savienojumu funkcijas no kodētāja uz dekodētāja daļām (līdzīgi
kā ResNet [31], UNet++ [136] un UNet 3+ [39] modeļos). Pretēji paras-
tajam UNet, kas izmanto īpašību apvienošanu, paplašinot matricu izmērus
(6. attēls), jaunais modelis izmanto aritmētisko saskaitīšanu lēciena funkcijās.
ResNet [31] funkciju bloki tika izveidoti divos dažādos veidos (9. attēls).
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